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RESUMEN

En el presente articulo se presenta la descripcion y resultados de la aplicacion del algoritmo para la
simulacion e identificacion de sistemas dinamicos no lineales mediante redes neuronales artificiales
(RNA) entrenadas con el método de retropropagacion de errores (BP - back-propagation) y el procedi-
miento teacher forcing (BPTF). Fueron analizadas varias configuraciones de redes neuronales de dos
camadas de neuronas, una escondida y la otra de salida. Las redes neuronales propuestas han sido
aplicadas a dos sistemas de prueba, el sistema dindmico del péndulo doble y el motor de induccion de
tercer orden. Los resultados obtenidos permiten estimar que las redes neuronales que adoptan BPTF
son bastante iitiles para la simulacion e identificacion de sistemas dindmicos no lineales, principal-
mente durante los primeros pasos de tiempo posteriores a los periodos con los cuales fueron entrena-
das las redes neuronales en estudio.

ABSTRACT

In this paper it is presented the description and application results of an algorithm for simulation and
identification of non-linear dynamic systems using artificial neural networks (ANN) trained with the
method of error back-propagation with teacher forcing (BPTF). There have been analyzed several con-
figurations of neural nets of two layers, one hidden and the other one in the output. The proposed
artificial neural networks have been applied to simulation and identification of double pendulum non-
linear dynamic system and to the third-order model of the induction motor. Results obtained from those
applications indicate that artificial neural networks using BPTF constitute a very useful method for
non-linear dynamic systems simulation and identification, at least for the first steps after the training
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INTRODUCCION

En las décadas recientes diversas técnicas de
inteligencia artificial (IA) han comenzado a aplicarse
en dreas de la ingenieria eléctrica y electrénica asi como
en otras dreas del conocimiento. Una de las técnicas
IA que ha recibido bastante atencidn son las redes
neuronales artificiales (RNA) las cuales desde la
popularizacion del método de entrenamiento de back-
propagation error (BP) o retropropagacion de errores
en 1986 [2, 3,4, 13, 11], comenzaron a ser utilizadas
ampliamente para resolver los mds variados problemas,
tanto de naturaleza estatica como dinamica. [3, 4, 7]

Las redes neuronales pueden clasificarse en dos
grandes grupos: las redes no recurrentes (feedforward)
y las recurrentes o realimentadas. En teoria el primer
grupo representa la posibilidad de realizar
mapeamientos de funciones no lineales de una manera
estdtica, mientras que en el otro grupo surge la opcién
de representar sistemas dindmicos no lineales
realimentados. [2,3,4,6, 11]

El problema de identificacién de sistemas es uno
de los mayores desafios dentro de la teoria de los
sistemas dindmicos y de control. A pesarde que existen
varias referencias sobre la caracterizacién de las
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funciones no lineales, solamente algunas técnicas
especificas pueden ser aplicadas en la identificacion
de sistemas dinamicos practicos. [5, 10, 12].
Aplicaciones mds modernas indican que las redes
neuronales vienen siendo aplicadas para el
modelamiento de sistemas dindmicos no lineales [1].
Una de las ventajas de las redes neuronales artificiales
es que se favorece el modelamiento implicito y sin
tanta complicacion de los sistemas dindmicos e
independiente de la complejidad de los modelos
matemadticos involucrados, ello también debido en
parte a que la implementacién con la tecnologia
computacional actual no es muy dificil ni demorada.
[2,5, 10, 11]

La gran capacidad que tienen las redes neuronales de
perceptrons en multicamadas para la aproximacion de
funciones no lineales usando el algoritmo de
entrenamiento de retropropagacion de errores (BP por
back-propagation error) torna factible su uso en la
identificacion, simulacién y control de los sistemas
dinamicos. [6, 2]

En este trabajo se detallan las consideraciones para la
aplicacién del método back-propagation usando el
procedimiento teacher forcing (BPTF) o BP con
profesor forzado, el cual permite, via la utilizacién de
algunos retardos (delays), que las RNA multicamada
sean utilizadas para identificar y simular sistemas
dindmicos no lineales. Los resultados obtenidos indican
la posibilidad de una previsién adecuada de algunos
estados futuros de los sistemas motivo de aplicacion.
El sistema dindmico no lineal del péndulo doble fue
utilizado para mostrar el algoritmo BPTF y su utilidad
en las identificaciones realizadas. La otra aplicacion
que aborda el caso del motor de induccién de tercer
orden se orienta hacia una aplicacién mds practica en
simulacién e identificacién de pardmetros de las
madquinas eléctricas y los sistemas de potencia.

DINAMICA DEL PENDULO DOBLE

Previamente a la presentacién del algoritmo de back-
propagation con teacher forcing, de manera similar a
un ejemplo tutorial sera descrita la dindmica del
péndulo doble (ver Fig. 1) modelado en el dominio
del espacio de estados, y desarrollado usando un
conjunto de ecuaciones diferenciales de primer orden.
El péndulo doble consiste de dos masas (esferas)
sostenidas por sendos brazos de longitudes que pueden

condiciones iniciales correspondientes a posiciones y
velocidades angulares, estas ultimas normalmente son
cero. Por efecto del propio peso de las masas, el
péndulo doble comienza a oscilar en torno a su eje y
cada esfera tendra una evolucion que dependerd de
las condiciones iniciales y de los valoresde los
pardmetros tales como la masa de las esferas y
longitudes de los brazos.

La dindmica del sistema del péndulo doble puede
representarse por el siguiente conjunto de ecuaciones
diferenciales no lineales de primer orden:

X =x, (D
X, = —i] sin x, + %%’ cosx; sin(x; - x,; ) )
Xy = X, 3)
X, = -£ sin 203 4)
2
siendo:

x; =0,

x, =6,

x; =0,

%, =0,

La integracion numérica de las ecuaciones (1) a (4)
puede ser realizada usando por ejemplo el método
explicito Runge-Kutta de cuarto orden, como se hizo
en este trabajo para generar las trayectorias mostradas
en la Fig. 2.

Fig. 1 Péndulo doble usado como sistema dindmico no lineal
en las aplicaciones de prueba.
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En la figura 2 se presentan algunas simulaciones
considerando los pardmetros m, = 0.1 kg, m, = 0.2
kg, L, =02 m, L, = 0.4 m. Ademis de ello fueron
consideradas las siguientes condiciones iniciales: x, =
x3=45°; X, =x,=0.
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Las simulaciones mostradas en la Fig. 2 indican la no
linealidad del sistema dindmico. Otras simulaciones
usando diferentes condiciones iniciales pueden alterar
el movimiento del péndulo y consecuentemente pueden
ser generadas otras curvas trayectorias.

50

Angulo 6, (grados)
[=]

t(s)

Velocidad o, (rad/s)

t(s)

Fig. 2 Simulaciones de la dindmica del péndulo doble mostrando las posiciones angulares g , Y q, y las velocidades
w, y w, cuando las condiciones iniciales sdo: x, = x, = 45° x, = x, = 0.

BACK-PROPAGATION CON TEACHER
FORCING

Usando retardos o delays, el procedimiento teacher
forcing introduce dindmica en el entrenamiento de
RNA back-propagation evitando saturaciones en el
proceso de realimentacion. En la Fig. 3 se sugiere como
realizar el entrenamiento de la red de perceptrons
multicamada. El método teacher forcing consiste en
ingresar los valores de salida deseados dentro de las
unidades de entrada a medida que la red funciona;
consecuentemente el profesor o teacher obliga a las
unidades de salida a tener los estados correctos.

Independiente del método de entrenamiento, la
minimizacién del error cuadratico medio, €%(n), es un
esquema de adaptacioén en lazo abierto puesto que
durante el entrenamiento la salida real de la RNA no
se realimenta a la entrada. En la literatura sobre control
y procesamiento de seflales, ese método de
entrenamiento es referenciado como la formulacién
de la ecuacién de error, mientras que en la literatura
sobre RNA se conoce como teacher forcing. [5, 3]
En la Fig. 3 la llave A indica la posicién para
entrenamiento cuando la llave B es la opcion para usar
la red neuronal. El esquema de adaptacién en malla
abierta o posicién de entrenamiento (posicién A),



representa la prevision para adelante. Luego de que el
entrenamiento de la red neuronal se ha completado,
el desempeifio de generalizacion de la red neuronal se
evalda con una prediccién recursiva autébnoma o
esquema de adaptacion en malla cerrada (posicién B).
La formulacién de un sistema dindmico no linear en el
dominio del espacio de estados es la siguiente:

Xg = flxg_; ug ;) )
Yk = 8(xg ) (6)

Para reproducir la evolucién de un sistema dinamico
no lineal se requiere el conjunto de condiciones iniciales
del sistema.

Se usan atrasos de tiempo para simular la discretizacion
de la dindmica del sistema. El procedimiento teacher
forcing mantiene la salida de la red neuronal muy
proximo del camino deseado y parece acelerar el
entrenamiento y aprendizaje.
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Fig. 3 Arquitectura del método back-propagation con
teacher forcing.

La red neuronal artificial quedard correctamente
entrenada solamente dentro del intervalo (regién de
atraccioén) que envuelve el conjunto de condiciones
iniciales. Una previsién de corto plazo se calcula
iterativamente al realimentarse la secuencia de
predicciones de un paso para adelante, calculadas por
lared, a la entrada.
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Después de la inicializacién no hay entradas externas
aplicadas a la red neuronal. La prediccién es
considerada como de corto plazo porque normalmente
es posible mantener una identificacién confiable
durante un nimero limitado de pasos de tiempo
futuros. El comportamiento de la red neuronal es muy
sensible a las condiciones iniciales y la calidad de las
predicciones se degradan rapidamente una vez que se
pasan un cierto nimero de pasos de tiempo futuros
[5. 13, 6].

Los pasos de tiempo futuros se refieren a aquellos
instantes de tiempo posteriores al periodo de tiempo
considerado durante el entrenamiento de la red
neuronal. Asi por ejemplo, si una red fue entrenada
durante 5 segundos, los pasos de tiempo futuros
corresponden a cualquier instante posteriora 5 s. La
red neuronal con entrenamiento de retropropagacion
de errores y profesor forzado identifica muy bien un
sistema dindmico hasta algunos instantes posteriores
alos 5 s, luego pierde calidad progresivamente.

RESULTADOS DE LA IDENTIFICACION
CON EL PENDULO DOBLE

El péndulo doble es el primer sistema dinimico no
lineal para probar el método back-propagation con
teacher forcing. La red neuronal no recurrente fue
entrenada para reproducir el movimiento del péndulo
dada una cierta condicién inicial. Fue desarrollado un
programa computacional en lenguaje C que
implementa el BPTF para una red de varias camadas
escondidas de neuronas. El programa computacional
lee la arquitectura de la red, la tasa de aprendizaje, el
momentum y el nimero de atrasos de tiempo
deseados. Para el entrenamiento fue prevista la
realizacién de super épocas que puedan asegurar un
entrenamiento completo para esas condiciones. Luego
del entrenamiento la RNA puede identificar o
reproducir la dindmica del sistema no lineal a partir de
una condicién inicial dentro del intervalo considerado
en el entrenamiento.

Ha sido propuesta una arquitectura RNA de dos
camadas escondidas con 50 neuronas cada una y 4
neuronas adicionales en la camada de salida, 8 delays
para cada unidad de salida realimentada a la
correspondiente unidad de entrada (ver Fig. 3). Ambas
posiciones angulares q, y q,, y las velocidades
angulares w y w,, han sido los correspondientes a las
unidades de salida.
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Durante el proceso de entrenamiento fueron usadas
20 condiciones iniciales aleatorias dentro del intervalo
de 30 a 60 grados. Como criterio de convergencia fue
fijado un error cuadritico medio de le-6 para los 50
puntos de entrenamiento dentro del intervalo de tiempo
predefinidode 5 s.

En la Fig. 4 se muestran los datos de entrenamiento
de los estudios de simulacidn en el sistema de prueba
del péndulo doble, tomando en cuenta todos los datos
de velocidades y posiciones angulares para el
entrenamiento. Esos graficos fueron obtenidos para
20 condiciones iniciales aleatorias dentro del intervalo
de 30 a 60 grados. El tiempo de simulacién total
paraaplicacion de la red neuronal entrenada fue 10s.
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Ese hecho se justifica debido al movimiento periddico
del péndulo doble.

Por otra parte en la Fig. 5 son mostrados los errores
simples indicados en porcentaje para las posiciones y
velocidades angulares. Esos errores dan una indicacién
de que para algunos pasos futuros inmediatamente
después de los 5 s, la red neuronal fue capaz de prever
la dindmica del péndulo doble con una precisién
bastante aceptable.

En vista de que fueron considerados 8 atrasos (0.7 s),
este periodo no presenta error, luego el error va
aumentando en cada prediccion hasta que en cierto
momento es bastante grande.
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Fig. 4 Datos de entrenamiento del péndulo doble.
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Fig. 5 Error simple de la prueba de la RNA para el péndulo doble.
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Fig. 6 Datos de entrenamiento para la mdquina de induccion.
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Fig. 7 Resultados de la mdquina de induccion considerando la identificacién con RNA y con ecuaciones diferenciales.

Extensas simulaciones y usando un nimero diferente
de atrasos indican que un niimero mayor de atrasos
mejora el comportamiento de la red neuronal
entrenada, para la prediccién de un mayor nimero de
pasos futuros. La utilizacién de pocos atrasos no
mejora la capacidad de prediccion de la red neuronal
de mds pasos futuros. Redes neuronales con un mayor
niimero de neuronas puede mejorar el entrenamiento

hasta cierto punto, sin embargo existen limitaciones
para redes grandes. Las caracteristicas vy
consideraciones del algoritmo de de entrenamiento
back-propagation estdndar son validas para el método
teacher forcing.
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LA DINAMICA DEL MOTOR DE
INDUCCION

El algoritmo de redes neuronales BPTF sera probado
con el sistema dinamico del motor de induccién. Los
datos de entrada y salida para la simulacién se han
obtenido con el modelo de tercer orden del motor, el
cual se obtiene a partir del modelo de quinto orden
despreciando los efectos transitorios del estator de la
mdaquina de induccién. La representacién matematica
del modelo de tercer orden del motor de induccion se

muestra en las siguientes ecuaciones diferenciales [8,
91

dE o - X ‘
T —L= —X A +XX V+Tw (v=-DE, (7)
dt X 7 X ‘
T, e, _ -f—){— E,~Tw (v=1E (8)
dt X !
v VE
2H d = ‘»!7“'» =Tm (9)
dr X

En las ecuaciones (7) a (9) v es la velocidad
normalizada del rotor (v = w/w ), w_es la velocidad

Tension de entrada V (pu)

Tension Eq (pu)
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sincrona (377 rad/s). La constante de inercia del rotor

es representada por H, '[:; es la constante de
tiempotransitoria a circuito abierto; X°, X son las
reactancias sincrona y transitoria. Las variables de la
tension del rotor en los ejes d-q son representadas por
E;"y E". Tmes el torque mecdnico y V es la tensién
terminal.

Los pardmetros del motor considerados en el trabajo
son: X =X"=2.36 pu (por unidad), H=0.7916 s, T ~
=0.1557sy Tm = 1.0 pu.

En el modelo de la red neuronal para representar el
modelo de la maquina de induccidn de tercer orden,
la tension de entrada 'V, las tensiones E’, E'yla
velocidad v del rotor son las entradas al modelo de la
red neuronal. La salida de la red neuronal son las
tensiones rotdricas en los ejes d-q y la velocidad
normalizada del rotor.

La estructura de la red que representa la maquina de
induccién de tercer orden es una red neuronal de
perceptrons multicamada con 32 entradas, 3 camadas
escondidas de 25 neuronas cada una, 8 atrasos para
cada unidad de salida realimentando a la respectiva

Tension Ed (pu)

L(s)

[0k

Velocidad delrotor (pu)

L(s)

Fig. 8 Error simple de la prueba de la RNA para la mdquina de induccién de tercer orden
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unidad de entrada (ver Fig. 3). Tres diferentes
tensiones de excitacién V mostradas en la Fig.6 fueron
aplicadas al modelo de motor de induccién para obtener
los datos para el entrenamiento de la red neuronal.
Las respuestas de la red neuronal artificial y del modelo
de tercer orden del motor de induccidn se muestran
en laFig. 6y Fig.7. En la Fig.6 se tienen las tensiones
E,".E "y lavelocidad del rotor para la tercera tension
de excitacion V aplicada para el entrenamiento. La
curva sélida representa la respuesta del modelo de
tercer orden y la curva restante indica la respuesta de
la red neuronal. En las dos figuras citadas el error es
bien pequefio y las curvas de los valores verdadero y
calculado son casi coincidentes.

Después del entrenamiento la RNA representando al
motor de induccion fue probada para la tensién de
excitacién V mostrada en la Fig. 7. Este tipo de tensién
no fue considerado en el proceso de entrenamiento
de la red neuronal artificial. Las simulaciones del
modelo de tercer orden de la maquina de induccién y
de la red neuronal se muestran en la Fig. 7.

En la Fig. 8 se grafican los errores simples en
porcentaje para las tensiones E Eq’ y la velocidad
del rotor. Analizando los resultados se observa que
son bastante proximos los resultados obtenidos con el
modelo de tercer orden considerando ecuaciones
diferenciales, y los resultados del modelo del motor
de induccidn usando redes neuronales artificiales . Los
errores simples de prueba, después del entrenamiento,
son del orden de 1% excepto durante los primeros
pasos en que son menores de 0.5%. Se puede asegurar
la eficacia de la metodologia propuesta basada en RNA
con teacher forcing para efectos de identificacion de
sistemas dindmicos no lineales.

Este modelo del motor de induccién usando redes
neuronales puede capturar la dindmica de esta maquina
eléctrica para diversas condiciones de operacion.

CONCLUSIONES

El entrenamiento de redes neuronales artificiales con
back-propagation adoptando el procedimiento teacher
forcing permite identificar la evolucién dindmica de
los sistemas dindmicos no lineales.

Los resultados de las pruebas realizadas usando los
sistemas dindmicos del péndulo doble y la dinimica
del motor de induccién de tercer orden, revelan que la
identificacion y simulacién usando el método BPTF
pueden ser muy eficientes principalmente durante los

primeros pasos de la identificacién posterior al periodo
de tiempo usado durante la fase de entrenamiento de
laRNA.

Estos resultados indican las ventajas del teacher forcing
el cual deberia ser usado en las diversas dreas de
control y de identificacién dentro de la ingenieria
eléctrica.

Las redes neuronales del tipo back-propagation y con
teacher forcing son entrenadas con mayor eficacia con
los métodos de segunda orden, Levenberg-Marquardt,
con el cual se consigue un entrenamiento con menos
épocas y con tiempos de procesamiento menores que
las versiones del back-propagation y con una mayor
precisién en los resultados.
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